Toépicos de Aprendizagem
Automética aplicada a PLN
Aquisi¢io Automatica de Recursos Semanticos
Luis Sarmento

Simpdsio Doutoral da Linguateca
3, 4 de Outubro 2006

1. Introdugdo e Motivagao

AA?

 Este tutorial ndo vai valar sobre Aprendizagem
Automidtica (AA) “em geral”

— drea tao vasta que € infrutifero falar dela numa hora
Vamos focar em aplicagdes da AA que sejam
relevantes em tarefas de PLN, nomeadamente
aquelas que necessitam de recursos semanticos
cuja constru¢do manual seja dificil/custosa como:

— Léxicos categorizados semanticamente

— Bancos de regras de andlise

Nestes casos, a AA pode ser a tnica forma pratica
de construcdo de tais recursos em larga escala

Aquisicao (Semi-)Automdtica de
Recursos Semanticos

* Em muitos caso € simplesmente inviavel construir
de forma totalmente manual, recursos como:
— bases de dados lexicais / léxicos-semanticos
— diciondrios e tesaurus
— ontologias de dominio especifico ou gerais
— bancos de regras/ padrdes
* A aprendizagem automadtica pode ajudar:
— gerar recursos de raiz para posterior verificagdo manual
(quando possivel)

— a expandir automaticamente recursos inicialmente
criados & mao

Problemas com a construgao
manual de recursos

¢ um recurso produzido manualmente levanta sempre
problemas de consisténcia

* a construgdo manual de recursos, devido ao enorme
esfor¢o envolvido, tende a limitar a sua abrangéncia

* dificuldades em manter a representatividade dos
recursos:
— efeitos perversos para o processamento automatico

* viés semantico introduzido pelo esfor¢o de
conceptualizacdo:
— a visdo do mundo do “criador” do recurso

O nosso enquadramento. ..

* métodos que permitam a construgdo de recursos
semanticos cuja integracao e utilizagdo num
sistema de andlise seja quase imediata (ex: para
REM)

* métodos ndo-supervisionados, ou apenas
levemente supervisionados:

— essencialmente agrupamento e bootstrapping

* QOu seja:

— nao vamos falar de como se infere um analisador
sintactico a partir de um corpus anotado




Mais especificamente...

* Meétodos que sao capazes de aprender sobre texto

(anotado ou nao) elementos como:

— grupos de palavras semelhantes ou pertencentes a
mesma classe semantica

— relacdes léxicais entre palavras como a sinonimia /
antonimia ou parafrase 1éxical

— padroes de relacionamento ou de extraccao para
classificagdo e para EI

— relacoes genéricas entre conceitos: relagdes
taxondmicas tradicionais (hiponimia, meronimia) e outro
tipo de relagdes de dominio aberto.

Neste tutorial

* Iremos apenas abordar métodos que
permitem “aprender” grupos de palavras
semelhantes ou pertencentes 2 mesma classe
semantica

— As restantes 3 opgdes serdo alvo de outros
tutoriais

Métodos e Sistemas

* Iremos essencialmente rever sistemas que
ilustrem os métodos

* Nao faremos uma profunda abordagem
tedrica aos métodos mas focaremos em
tarefas praticas

* Espera-se inspirar os presentes para a
inclusdo de métodos de AA nos seus
proprios sistemas

2. A aquisicdo de grupos palavras

3 exemplos ilustrativos

A aquisicao de grupos de palavras:
o que é?

¢ Objectivo: conseguir agrupar em classes as palavras de
um Iéxico (substantivos, verbos, nomes), normalmente
também eles inferidos / aprendidos a partir de corpora.

¢ Os agrupamentos de palavras obtidos sdo em muitos
casos suficientemente interessantes para serem
considerados um “produto final”.

¢ Noutros casos, podem ser um produto intermédio no
processo de inferéncia de etiquetas de classificacao e
descoberta de relagoes entre conceitos / classes

A 1deia base...

* A maior parte dos trabalhos nesta drea baseia-se
na “Hipétese Distribucional do Significado™:

— as palavras que sdo “’semelhantes” semanticamente
ocorrem em contextos “semelhantes” ou com
distribui¢des “semelhantes”

¢ As grandes questdes que se colocam sdo:
— o que se entende por “contexto semelhante”?
— o que se entende por “distribui¢cdo semelhante”?




3 Exemplos:

* Agrupamento por Representantes
— (Lin & Pantel 2002)

* Aquisi¢do usando Modelos de Grafos
— (Widdows & Dorow, 2002)

* Etiquetando Classes Semanticas
— (Pantel & Ravichandran, 2004)

2.1. Agrupamento por
Representantes

¢ (Lin & Pantel 2002) propdem a aproximacgao de
Agrupamento por Representantes (Clustering by
Committee - CBC)

¢ os autores observam que, em inglés, contextos de
duas palavras parecem ser suficientes para
caracterizar semanticamente uma dada palavra

* os contextos podem ser usados para obter a
representagdo vectorial de cada palavra

— Modelo do Espago Vectorial / Vector Space Model

A representagdo escolhida. ..

* Se considerarmos p; que co-ocorre com varios contextos

anteriores e posteriores de duas palavras:
G (a esquerda)
— ..d, d,, (adireita)

* arepresentagdio vectorial da palavra p;, [p;], pode ser obtida
calculando o valor da Associagdo A entre a p; e cada um
dos contextos ¢;

= [pl=1A M@, c); A, cy)s Alpicy) . Apy, c,)l

¢ A Medida de Associagdo usada foi a Informagdo Mitua
(Church & Hanks, 1990) a qual se adiciona um factor de
correccdo aos “casos raros”

Medida de Semelhanga

¢ A partir da representacdo vectorial, torna-se
simples proceder ao calculo da “semelhanga’
de duas palavras fazendo uso de medidas
tradicionais de semelhanga vectorial
— os autores usaram o Coeficiente do Coseno

s

O algoritmo de agrupamento
CBC

¢ Os autores propdem o algoritmo de agrupamento CBC:
— Fase 1: Determinaco dos el mais 1t Na
primeira fase sdo calculados os k elementos mais semelhantes a
cada palavra a agrupar p;.

— Fase 2: Pesquisa de Representantes (Comittees). Na segunda
fase, o algoritmo tenta recursivamente encontrar agrupamentos
muito coesos ao longo do espago de semelhanga.

— Fase 3: Atribui dos EI tos aos Agrup Nesta
fase, depois de determinados os Agrupamentos Representantes sdo
calculados os seus centroides. A formagido dos Agrupamentos
finais ¢ feita associando cada elemento do conjunto ao centroide
mais préximo

Procedimento Experimental

* O algoritmo foi experimentado e comparado com
outros métodos de agrupamento, em varias
configuracdes:

— K-Means, Buckshot, Bissecting K-Means, Chameleon /
Average-link, Complete-Link, Single-Link

¢ Um corpus de 1GB foi processado usando o parser
Minipar que permite a selec¢@o de certos
contextos sinticticos em torno de substantivos

— ou seja nem todos os bigramas foram utilizados como
contextos para a representacao vectorial!




Procedimento Experimental

¢ A qualidade dos agrupamentos resultantes foi avaliada
relativamente ao contetido do préprio WordNet
— foram construidos dois padrdes de teste, um incluindo 13403
palavras e 202 classes (S3493) € outro apenas com 3566 palavras e
com 150 classes (S;546)
* Calculou-se o grau de sobreposi¢do entre os agrupamentos
obtidos por cada um dos algoritmos e os conjuntos de teste
— concluiu-se que o algoritmos proposto, o Clustering By Committe,
obteve desempenhos superiores
¢ O método permitiu encontrar elementos que sao relevantes
nos agrupamentos encontrados, e que nao tinham sido
incluidos no WordNet:
— um exemplo de como se podem expandir recursos ji existentes!

2.2. Aquisic¢ao usando Modelos
de Grafos

¢ Em (Widdows & Dorow, 2002) é apresentado um
modelo de grafos para lidar com os problemas que
a polisemia traz ao processo de agrupamentos de
palavras

* os autores assumem do principio que duas
palavras s@o semelhantes se possuirem contextos e
distribui¢oes de contextos semelhantes:
— novamente a Hipdtese Distribucional

Construgdo de um grafo
semantico

¢ Partem do BNC (marcado gramaticalmente)
— das vdrias relacoes possiveis focam na coordenacdo:
{Nome} {e/ou} {Nome}
* Cada Nome (substantivo ou nome préprio) €
considerado um né num grafo
* Se dois nomes aparecem coordenados no BNC ¢
marcada uma aresta entre os nés correspondentes
— peso da aresta € proporcional ao nimero de vezes que a
palavras co-ocorrem coordenadas
— Para evitar arestas espurias, foi considerado que as
arestas tém de ter um peso minimo

O Grafo

* Apés varios testes foi considerado que se deveria
apenas manter apenas as n arestas com maior peso
para cada n6

— exclui ligagdes para palavras mais raras, sacrificando
abrangéncia por precisdao
— decisdo de n puramente ad-hoc (!!)
O grafo resultante produzido a partir do BCN:
— 99545 nds e 587475 arestas,
— 400000 nomes do BNC o grafo engloba ~25%

Obtendo “semelhantes”

* Sejam A = {a, a,, ..., a, } um conjunto de n nds
do grafo e seja N(A) o conjunto de nés vizinhos
aos elementos de A

* 0nd b mais semelhante aos elementos de A é um
elemento ndo pertencente a A que possua maior
proporcao de arestas para elementos de N(A)

* o nd b mais semelhante é aquele que maximiza a
relagdo:

QuickTime™ anda
TIFF (LZW) decompressor
are noeded to see tis picture.

Algoritmos robusto!

* Partindo do principio que se comeca com dois nds
semente “orange”, "banana”, e “apple” e
independentemente de existir no grafo uma ligagao
(possivelmente forte) entre “apple” e “novell”,
“novell” nunca serd adicionado ao agrupamento
inicial porque ndo possui ligacdes com outros dos
vizinhos desse agrupamento para além de “apple”:

— Isto permite identificar palavras polisémicas cujos
agrupamentos a que pertencem sao disjuntos isto é
pertencem a partes do grafo fracamente conexas




A avaliacdo deste método

* comparar os grupos gerados para certas
classes semanticas, com classes que se
podem obter usando a informagao
hierarquica do WordNet:

— crimes, locais, ferramentas, meios de
transporte, instrumentos musicais, roupas,
doengas, partes do corpo, disciplinas
académicas e comida

Algumas conclusodes

¢ Tendo em conta os resultados obtidos, os autores
afirmam que:

— o método permite uma melhor performance no
agrupamento de palavras semelhantes do que propostas
anteriores

— este tipo de aproximagdo “data driven”, que utiliza
apenas a informagao de PoS de um corpus base de
grandes dimensdes, atinge resultados muitos melhores
do que aqueles obtidos usando um corpus de menores
dimensdes embora alvo de andlise linguistica mais
profunda.

2.3. Etiquetando Classes
Semanticas

e 0s trabalhos anteriores produziam classes
(ou simples agrupamentos) de palavras sem
no entanto serem capazes de etiqueta-los,
com uma ou mais etiquetas.

¢ Em (Pantel & Ravichandran, 2004) é
apresentado um método relativamente
simples destinado a obter classes
etiquetadas de palavras

Estratégia

* Dado um agrupamento de elementos
semelhantes, o sistema tenta encontrar:
— hiperénimo
— nome da classe
* O método tem 2 etapas
— CBC parea obter os agrupamentos a etiquetar
— Utilizac¢@o de padrdes superficiais para etiquetar
0s agrupamentos

Padroes

¢ Aposigio.
— ”... Oracle, a company known for its progressive
emplyoment policies,...”
* Sujeito Nominal.

— ”... Apple was a hot young company, with Steve Jobs
in charge...”

» Estruturas Exemplificativas.
— ”... companies such as IBM must be weary...”;

— ”... companies like Sun Microsystems do not shy
away from such challenges,...”

Cendrio Experimental

* Corpus de 3GB de texto jornalistico,

 foram gerados 1432 classes constituidas por
substantivos (nomes comuns ou nomes
proprios

* Para cerca de 1.5 % nio foi possivel obter
uma etiqueta, tendo executada avaliacdo
manual sobre as restantes 1411 classes




Avaliacao

consistiu em escolher aleatoriamente 125 classes e as 5
etiquetas mais provaveis de acordo com o algoritmo de
etiquetagem

foi adicionada a cada uma das 125 categorias uma etiqueta
fornecida por um anotador humano.

recorreu-se também a informagdo presente no WordNet:

— para cada uma dos agrupamentos obtidos com pelo menos 5
instincias na hierarquia do WordNet, obteve-se o nome da
primeira classe hierarquicamente superior a essas instancias

— Devido a baixa cobertura do o WordNet no que diz respeito a
nomes préprios, sé foi possivel etiquetar 33 das 125 agrupamentos
em avaligdo.

Juizes...

* Foi gerada uma tabela de etiquetas para cada grupo:
(automdtica, manual, WordNet)

» Esta tabela foi depois submetida a avalia¢do por juizes
humanos que desconheciam a origem de cada uma das
etiquetas

» Foi pedido aos juizes para avaliarem cada etiqueta
atribuida as classes como correcta, parcialmente correcta
ou incorrecta

¢ Foi computado o Mean Reciprocal Rank (MRR) em que
cada classe era pontuada com um valor de 1 / M sendo M a
posi¢do da primeira etiqueta que os juizes consideraram
correcta

Resultados

O sistema automdtico de etiquetagem:

— MRR 72.2%
Wordnet

— MRR =19.9%
Considerando apenas as 33 classes das quais foi posivel
obter etiquetas do WordNet:

— sistema automadtico de etiquetagem MRR=75.3%

— WordNet MRR = 82.7%
Em 72.0% das classes, a primeira etiqueta atribuida pelo
sistema foi considerada correcta

Conclusao

» os autores referem que a atribui¢do de uma
etiqueta a uma classe é um problema complicado
— especialmente porque ndo parece consensual que uma
classe deva ter apenas uma etiqueta.
* O método proposto atribui varias etiquetas e um
valor que tenta quantificar a ligagdo entre a classe
e a etiqueta,

* autores argumentam que esta deverd ser a
aproximacao mais correcta afastando-se da vista
mais tradicional de que as representagdes
semanticas devem ser “rigidas”

3. Breves conclusoes

Aquisicao de grupos de palavras

 Principio “linguistico” base:
— Hipétese Distribucional de Significado
¢ Tecnologia base:
— agrupamento / clustering
¢ Recursos base:
— Corpora anotado, texto cri e um parser (ou s6 texto crii embora
ndo apresentado)
¢ Produgio de “Etiquetas” para a Classe:
— posterior ao agrupamento, usando padrdes superficiais
¢ Avaliagdo:
— Manual e normalmente recorre a um padrdo seméntico: WordNet
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